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Abstract

Dynamic soil properties are essential factors for predicting the detailed behavior of the ground. However, there are 

limitations to gathering soil samples and performing additional experiments. In this study, we used an artificial neural 

network (ANN) to predict dynamic soil properties based on static soil properties. The selected static soil properties were 

soil cohesion, internal friction angle, porosity, specific gravity, and uniaxial compressive strength, whereas the compressional 

and shear wave velocities were determined for the dynamic soil properties. The Levenberg–Marquardt and Bayesian 

regularization methods were used to enhance the reliability of the ANN results, and the reliability associated with each 

optimization method was compared. The accuracy of the ANN model was represented by the coefficient of determination, 

which was greater than 0.9 in the training and testing phases, indicating that the proposed ANN model exhibits high 

reliability. Further, the reliability of the output values was verified with new input data, and the results showed high 

accuracy.

 

요   지

동적 물성치는 지반의 상세한 거동을 예측하기 위한 필수인자이나, 샘플 채취와 추가적인 실험이 동반되는 한계가 

있다. 본 연구의 목적은 정적 지반 물성치를 기반으로 동적 지반 물성치를 예측하는 것으로 인공신경망을 활용하고자 

하였다. 정적 물성치는 점착력, 내부마찰각, 함수비, 비중 그리고 일축압축강도로 선정하였으며 출력 값인 동적물성치

는 압축파 속도와 전단파 속도로 결정하였다. 인공신경망 적용시 결과값의 신뢰성을 높이기 위해 Levenberg-Marquardt

와 Bayesian regularization 방법을 적용하였으며, 각 최적화 방법에 따른 신뢰성을 비교하였다. 인공신경망 모델의 

정확도는 결정계수로 나타냈으며, train과 test 과정 모두 0.9 이상의 값을 보여 해당 연구에서 구축한 인공신경망의 

신뢰성이 높은 것으로 나타났다. 또한, 구축된 인공신경망 모델의 검증을 위해 새로운 입력 데이터에 대해서도 출력 

값의 신뢰성을 검증하였으며, 그 결과 높은 정확도를 보였다.

1 정회원, 대전대학교 재난안전공학과 박사과정 (Member, Ph.D. Student, Dept. of Disaster Safety Engrg., Daejeon Univ.)

2 정회원, 한국건설기술연구원 북방인프라특화팀 선임연구위원 (Member, Senior Research Fellow, Northern Infrastructure Specialized Team, Korea Institute of Civil 

Engrg. and Building Technology)

3 정회원, 한국건설기술연구원 지반연구본부 연구원 (Member, Researcher, Dept. of Geotechnical Engrg. Research, Korea Institute of Civil Engrg. and Building 

Technology)

4 정회원, 한국건설기술연구원 북방인프라특화팀 수석연구원 (Member, Senior Researcher, Northern Infrastructure Specialized Team, Korea Institute of Civil Engrg. 

and Building Technology)

5 정회원, 대전대학교 재난안전공학과 부교수 (Member, Associate Prof., Dept. of Disaster Safety Engrg., Daejeon Univ., Tel: +82-42-280-2570, Fax: +82-42-280-2576, 

hyungkoo@dju.ac.kr, Corresponding author, 교신저자)

* 본 논문에 대한 토의를 원하는 회원은 2024년 6월 30일까지 그 내용을 학회로 보내주시기 바랍니다. 저자의 검토 내용과 함께 논문집에 게재하여 드립니다. 

Copyright © 2023 by the Korean Geotechnical Society

This is an Open-Access article distributed under the terms of the Creative Commons Attribution Non-Commercial License (http://creativecommons.org/licenses/by-nc/3.0) 
which permits unrestricted non-commercial use, distribution, and reproduction in any medium, provided the original work is properly cited.



38 한국지반공학회논문집  제39권 제12호

Keywords : Artificial neural network, Dynamic soil properties, Hyperparameter, Optimization algorithms, Static 

soil properties

1. 서 론

지반 설계 상수는 구조물 및 지하 시설물 건설에 중

요한 인자이다. 지반 설계 상수는 정적 지반 물성치와 

동적 지반 물성치로 구분할 수 있으며 동적 물성치는 

동적인 힘에 대한 물성치로 지진 및 동적 움직임에 대한 

안전성을 위해 필요하다. 국내 빈번한 지진 활동으로 인

해 내진 설계의 중요성이 높아지며 내진설계에 필수적

인 설계 값이 동적 지반 물성치이다(Jafari et al., 2002; 

Michel et al., 2010; Rainieri et al., 2010). 하지만 동적 

지반 물성치는 정적 물성치에 비해 측정이 어려우며 고

가의 장비가 필요시 된다. 또한, 동적 지반 특성 측정에 

사용되는 장비와 기술은 한계를 가질 수 있으며, 특정 

상황에서 정확한 결과를 획득하는 것에 어려움이 있다

(Menq, 2003; Cho et al., 2016; Go and Lee, 2021). 

최근에는 인공신경망의 발달로 인해 지반 물성치를 예

측하기 위해 인공신경망을 이용한 연구가 활발히 진행

되고 있다. Chang and Islam(2000)은 센싱 기술을 이용

한 지반 물성치 표본 자료를 기반으로 인공신경망을 통

한 지반 물성치를 예측하고 생성하였다. Ng et al.(2019)

는 이미지 인공신경망 기술을 통하여 지반 물성치를 분

류하고 예측하였다. Hateffard et al.(2019)은 결정 트리 

인공신경망을 통해 지반 물성치의 특성에 따라 분류하

는 알고리즘을 구축하고 새로운 분류 모델을 일반화 시

킨 모델을 제시하였다. 해당 연구들은 지반 물성치에 

대한 예측 보다 분류에 초점을 두고 있으며 정략적 수

치를 제시할 수 있는 예측 모델에 대한 제시가 없다. 

또한, 정량적 수치를 예측하는 모델을 제시하여도 다양

한 종류의 최적화 기법에 대한 적용과 비교가 없어 예

측 모델의 정확도 향상에 대한 문제가 있다(Jang et al., 

2023).

본 연구에서는 표본자료 구축이 용이한 정적 지반 물

성치를 기반으로 측정하기 어려운 동적 지반 물성치를 

예측하기 위해 인공신경망을 사용하였다. 또한, 인공신

경망의 역전파에서 핵심 구성인 최적화 기법에 대해 일

반적인 알고리즘과 성능이 개선된 알고리즘을 적용하

여 비교를 통해 정확도를 향상시키는 구성을 제시하였

다. 인공신경망에서는 하이퍼파라미터의 조정을 통한 

정확도를 향상시키며 동적 지반 물성치 예측에 적합한 

하이퍼파라미터 입력값을 제시하고 신뢰성을 검증하였

다. 해당 내용을 포함한 논문의 구성은 최적화 알고리즘

에 대한 이론적 설명과 종류에 대해 설명하며 표본 데이

터 구축, 인공신경망 설계, 결과 그리고 일반화를 위한 

내용으로 구성된다. 

2. 배경이론 

2.1 최적화 알고리즘(Optimization algorithm)

딥러닝에서 최적화 알고리즘은 핵심 알고리즘인 역

전파(back propagation)에서 가중치(weight)와 편향(bias)

의 업데이트를 위해 수행되는 필수 알고리즘이다. Fig. 

1(a)는 전체적인 딥러닝의 구조를 단순화한 흐름을 나

타낸다. 순전파는 입력층(input layer), 은닉층(hidden layer) 

그리고 출력층(output layer)의 흐름을 가지며 역전파는 

순전파에서 도출된 결과값을 검증하기 위한 손실 함수

(loss function)를 통해 오류값이 도출된다(Hecht, 1992; 

Rojas, 1996). 오류 값은 Fig. 1(b)와 같이 반복 학습에 

따른 오류 값 그래프를 도시하였으며 역전파에 의해 업

데이트된 가중치와 가중치에 따른 업데이트된 오류 값

이 감소하는 방향으로 찾아가는 것이 최적화 알고리즘

이다(Yu et al., 1995; Zhang et al., 2007). 최적화 알고리

즘은 초기 학습 값(initial learning rate)에서 최소 오류 값

을 가지는 학습 횟수까지 반복한다. 최종적으로는 Fig. 1(c)

와 같이 반복 학습에 따른 오류 값을 나타내는 성능 그

래프를 도출한다. 최적화 알고리즘은 여러 종류가 있으

며 기본 경사하강법(gradient decent)에서 발전된 levenberg- 

marquardt(LM)과 bayesian regularization(BR)이 있다. LM

과 BR에 대한 이론적 설명은 다음과 같다. 

2.2 Levenberg-Marquardt(LM)

Levenberg-Marquardt 알고리즘은 비선형 최소화 문제

와 인공신경망 최적화 기법 중 하나이다. LM은 경사하

강법(gradient method)과 가우스-뉴턴법(gauss-newton’s 

method)을 결합한 방법으로 두 알고리즘의 장점을 이용
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(a)

(b) (c)

Fig. 1. Nural network algorithm: (a) artificial neural network architecture; (b) optimization mechanism: (c) Loss value according to iterative 
learning

한 최적화 방법이다(Roweis, 1996; Ranganathan, 2004; 

Sapna and Kumar, 2012). 원리는 최소 오류 값과 초기 

오류 값의 위치가 멀 때는 경사하강법을 사용하지만, 최

소값 근처에서는 가우스-뉴턴법을 사용하며 학습 단계

(learning rate)를 조절한다. 두 알고리즘의 장점을 결합

하여 가장 보편적으로 사용되며 비선형(non-linear) 문

제에 적합하여 딥러닝의 오버피팅(overfitting)으로 인한 

예측 신뢰도 감소를 향상시켜준다. 구체적인 수식은 다

음과 같습니다.

 

  ∇ 

∇  (1)

수식 (1)에서 ∇ 항에 을 추가하여 오버피팅

의 확률을 낮추고 안정적인 해를 찾아가는 구조이다. 

은 학습 값을 의미하며, 0에 근접한 값일 경우 가우스-

뉴턴 형태로 구동이 되며 무한대 (∞)에 근접할수록 세

밀한 학습율을 가지는 경사하강법을 작용하는 방식이

다. 따라서, LM 최적화 알고리즘은 경사하강법 보다 해

를 찾는 경과 시간이 빠르며 가우스-뉴턴 방법 보다 오

버피팅 될 확률이 낮아진다. 

2.3 Bayesian regularization(BR)

Bayesian regularization 알고리즘은 베이지안 통계학

의 원리를 활용하여 최적화 모델의 가중치나 매개변수

를 조절하는 방법으로 사전확률 밀도함수 및 분포를 설

정하여 이용한다(Burden and Winkler 2009; Wail and 

Tyagi 2020). BR은 가중치(w), 데이터 집합(D), 함수 매

개변수(α, β), 특정 모델(M)과 함께 확률 밀도 함수로 

수학적으로 표현되며 수식 (2)와 같다.
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(a)

(b)

Fig. 2. Scatter plots of gathered dataset according to output variables of (a) compressional wave velocity; (b) shear wave velocity

Table 1. Statistical information for each soil parameter

Soil cohesion 
(kPa)

Friction angle
(°)

Water content
(%)

Specific gravity 
(-)

Compressional 
strength 
(MPa)

Compressional 
wave velocity 
(m/sec)

Shear wave 
velocity
(m/sec)

Maximum 36.00 59.30 75.10 2.90 207.90 2402.00 1249.00

Minimum 1.76 29.60 6.50 2.61 8.60 287.00 111.00

Median 26.36 34.73 11.64 2.65 26.34 1038.00 502.00

Average 23.16 39.52 15.32 2.67 48.90 1126.10 562.91

Standard deviation 10.16 8.73 10.70 0.05 42.45 606.30 337.38

여기서, P(D|w, β, M)는 가능성 함수가 가정하는 가

중치가 나타날 가능성을 나타내며, P(w|α, M)는 이전 단

계의 가중치를 나타내는 사전 밀도를 의미한다. P(D|α, 

β, M)은 정규화 요소로 발생 확률의 총합은 최종적으로 

1이 된다. 각 확률은 최대 사후 확률을 기반으로 가우시

안 잡음과 가중치를 통해 제곱 오차(ED)의 합으로 자세

히 나타낼 수 있다.

3. 인공신경망 적용  

3.1 지반 물성치 구성

본 연구에서는 지반 물성치 DB를 구축하기 위해 국

내 6개 지역에서의 지반 보고서를 기반으로 26개 시추

공 데이터에서 깊이 별 정적 및 동적 물성치를 획득하였

다. 해당 지반 보고서 지역은 일반적인 국내 지표 특성

을 가지고 있으며 최대 시추 깊이 20m로 동일하다. 지

반 물성치는 심도 1m 깊이에 해당하는 데이터를 획득하

였으며 총 데이터 개수 127개의 표본자료를 구축하였다. 

해당 표본자료는 인공신경망에서 입력 값과 출력 값으

로 사용된다. 정적 지반 물성치는 점착력(soil cohesion), 

내부마찰각(friction angle), 함수비(water content), 비중

(specific gravity) 그리고 일축압축강도(compressive strength)

를 획득하였고, 동적 지반 물성치는 압축파 속도와 전단

파 속도를 획득하였다. 각 지반 물성치에 대한 통계 정

보는 Table 1과 같으며 평균값은 점착력, 내부마찰각, 함

수비, 비중, 입축압축강도, 압축파속도, 전단파속도 순으

로 각각 23.16, 39.52 15.32, 2.67, 48.90, 1126.10 그리고 

562.91로 나타났으며 일반적인 지반이 가지는 평균값 범

위에 해당하였다(Kalantari et al., 2023). 정적 지반 물성

치는 딥러닝에서 입력 값으로 사용되며 동적 지반 물성

치는 출력 값으로 사용된다. Fig. 2(a)는 압축파 속도에 

대한 각 정적 지반 물성치의 산점도를 나타내며 압축파 

속도는 287~2402m/s 범위를 가진다. 점착력, 내부마찰
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Fig. 3. Artificial neural network architecture used in this study

각, 함수비, 비중 그리고 일축압축강도는 각각 1.76~36%, 

29.6~59.3°, 6.5~75.1%, 2.6~2.9 그리고 8.6~207.9MPa 

범위를 가진다. Fig. 2(b)는 전단파 속도에 대한 각 정적 

지반 물성치 산점도를 나타내며 전단파는 최소 111m/s

에서 최대 1249m/s의 속도 범위를 가진다. 해당 지반 물

성치 DB는 딥러닝에서 입력 값과 출력 값으로 각각 입

력층(input layer)과 출력층(output)으로 구성된다.  

3.2 인공신경망 설계

인공신경망은 순전파와 역전파로 구성된 연산 모델

의 반복 학습으로 예측 정확도를 높이는 구성으로 이루

어지며 은닉층(hidden layer)과 은닉층을 구성하는 노

드(node)가 가중치(weight)와 편향(bias)를 결정하는 구

조이다. 인공신경망은 각 층을 구성하는 노드에서 데이

터 특성에 따라 최적의 값이 달라지는 하이퍼파라미터

(hyperparameter) 조정을 통해 예측 정확도를 향상시킨

다. 본 연구에서는 각 층의 구성, 하이퍼파라미터 그리

고 역전파의 최적화 알고리즘 흐름에 대해 Fig. 3과 같

이 구성하였다. 

입력층은 구축한 정적 지반 물성치 DB를 기반으로 

5개 인자(점착력, 내부마찰각, 함수비, 비중 그리고 일

축압축강도)에 대한 각 127개 데이터를 입력 값으로 사

용하였다. 입력층은 반복 학습을 통한 데이터의 검증과 

테스트를 위해 데이터 세트(data set)가 구성된다. 학습

(training) 세트는 반복 학습을 위한 데이터이며 검증

(validation) 및 테스트(test) 세트의 데이터는 학습을 통

해 도출된 예측 값의 검증과 손실값 감소에 사용된다. 본 

연구에서는 일반적으로 예측 정확도에 가장 높은 신뢰도

를 보이는 보편적인 비율인 70: 15: 15(training: validation: 

test)로 구성하였다. 

은닉층은 가중치와 편향을 결정하는 역활로서 1개 층

의 은닉층을 설정하였으며 입력 데이터의 규모가 작고 

학습 속도를 고려하여 1개층만으로 구동하였다. 1개의 

은닉층을 가지는 인공신경망을 얕은 인공신경망이라 

하며 데이터 수가 많지 않는 해당 연구 특성상 1개 은닉

층에 여러 노드 수만으로도 충분한 예측이 가능하다. 노

드 수는 1개 은닉층에 적합한 10개로 설정하였다(Gu et 

al., 2018). 각 노드는 활성 함수(active function)로 구성

되며 활성 함수 모델은 비선형 함수인 Relu 함수를 사용

하였다. 

출력층은 예측 데이터의 형태를 결정하는 함수를 결

정하는 층으로서 본 연구는 정략적이 수치 데이터를 예

측하는 회귀 모델로 선형 함수를 사용하였다. 출력 값은 

지반 동적 물성치 압축파와 전단파 속도 127개 데이터

를 사용하였다. 

역전파는 검증, 손실함수(loss function) 연산 그리고 

최적화 알고리즘으로 구성된다. 검증 방법은 데이터 세
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(a) (b)

(c) (d)

Fig. 4. Loss function results: (a) compressional wave velocity based on LM algorithm; (b) Shear wave velocity based on LM algorithm; 
(c) compressional wave velocity based on BR algorithm; (d) Shear wave velocity based on BR algorithm

트 구성에 따라 검증하는 방법인 홀드아웃(holdout) 방

법을 사용하였으며 손실 함수는 평균제곱오차(MSE)를 

사용하였다. 최적화 알고리즘은 역전파에서 최소 해를 

구하는 중요한 알고리즘으로서 정확도 향상을 위해 일

반적으로 사용하는 Levenberg-marquardt(LM)과 효율적

인 구동 방식을 가지는 Bayesian regularization(BR)을 

사용하여 비교하였다. 반복학습 횟수는 데이터 규모를 

고려하여 100 epoch로 설정하였다. 

4. 인공신경망 적용 결과

적용 결과는 인공신경망 설계도와 같이 정적 지반 물

성치를 입력 값으로 동적 물성치 값인 압축파와 전단파 

속도를 예측한 결과를 설명한다. 이는 인공신경망 성능 

검증과 예측 정확도에 대한 결과로서 손실 함수 그래프

와 결정계수 형태로 도시하였다.  

4.1 손실 함수 결과

손실함수 결과는 Fig. 4와 같으며 반복학습에 따른 손

실 값(MSE)를 나타낸다. Fig. 4(a), (b)는 LM 알고리즘 

기반 압축파, 전단파 속도 예측 손실 그래프이며 Fig. 4(c), 

(d)는 BR 알고리즘 기반 손실 그래프이다. LM 알고리

즘 기반의 압축파와 전단파 MSE 값은 각각 0.0040473, 

0.0002426으로 나타났으며, epoch 50과 55에서 가장 낮

은 MSE 값을 보였다. BR 알고리즘 기반 MSE 값은 압

축파 속도가 0.0000007455, 전단파 속도가 0.0001458로 

나타났으며 각각 10과 30의 반복 횟수에서 가장 낮은 

값을 보였다. 손실 함수 그래프 비교 결과 BR 알고리즘

이 LM 알고리즘보다 MSE 값이 0.0000968~0.004047 

낮게 나타났으며 반복횟수도 25~40 회 낮게 도출되었

다. 손실함수 그래프는 알고리즘의 성능을 나타내는 지

표로서 손실 값이 현저히 낮으며 상대적으로 작은 학습 

횟수로 인해 효율적인 알고리즘은 BR 알고리즘으로 나

타났다.
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(a) (b)

(c) (d)

Fig. 5. Predicted compressional wave velocity: (a) training; (b) validation based on LM algorithm; (c) training; (d) validation based on BR 
algorithm

4.2 정확도 결과

결정계수(R
2
)는 예측 정확도를 나타내는 지표로 Fig. 5, 

6과 같이 도출되었다. Fig. 5는 압축파 속도를 예측한 결

과로 Fig. 5(a), (b)는 LM 알고리즘 기반의 학습과 검증 

결과이다. Fig. 5(a), (b)는 각각 학습과 검증에 대한 결

정계수 결과로 결정계수가 1에 근접할수록 예측 정확도

가 높은 것을 의미하며 학습 0.999, 검증 0.929로 도출되

었다. 학습 결정계수는 학습을 위해 전체 데이터 중 70%

를 이용한 결과로서 검증보다 높은 경향을 보였다. 검증

은 학습에 이용되지 않은 나머지 데이터 30% 이용하기 

때문에 학습 결정계수보다 0.07 낮게 나타났다. Fig. 5(c), 

(d)는 BR 알고리즘 기반의 결과이며 학습과 검증에 대

한 결정계수가 0.999로 동일하게 도출되었다. 검증에 대

한 결정계수는 새로운 데이터에 대한 정확도로서 실제 

알고리즘의 정확도를 확인할 수 있는 값으로 검증 결정

계수에 대한 LM과 BR 알고리즘을 비교하였다. BR 알

고리즘의 결정계수는 LM 알고리즘 결정계수보다 0.07 

높게 나타나 정확도가 더 높은 것을 확인했다. BR 알고

리즘은 최소 손실율을 찾기 위해 효율적인 연산 구동을 

수행하며 최소 손실율에 해당하는 가중치를 효율적으

로 찾아 정확도가 더 높게 나타난 것으로 판단된다. 

Fig. 6은 전단파 속도를 예측한 결과로 Fig. 6(a), (b)

는 LM 알고리즘 기반의 학습과 검증 결과이다. Fig. 6(a), 

(b)는 각각 학습과 검증에 대한 결정계수 결과로 학습 

0.999, 검증 0.989로 도출되었다. Fig. 6(c), (d)는 BR 알

고리즘 기반의 결과이며 학습과 검증에 대한 결정계수

가 0.999로 동일하게 도출되었다. BR 알고리즘의 결정

계수는 LM 알고리즘 결정계수보다 0.01 높게 나타나 작

은 차이가 있지만 정확도가 상대적으로 더 높은 것을 확

인했다. BR과 LM 알고리즘의 정확도 차이는 미비한 것

으로 나타났지만 역전파에서 중요한 최적화 알고리즘
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(a) (b)

(c) (d)

Fig. 6. Predicted shear wave velocity: (a) training; (b) validation based on LM algorithm; (c) training; (d) validation based on BR algorithm

(a) (b)

Fig. 7. Accuracy for applying new data: (a) compressional wave velocity; (b) shear wave velocity

의 다양한 적용을 통한 정확도 향상의 가능성을 확인하

였다. 따라서, 본 연구에서 다루는 데이터 규모가 작아 

정확도 차이가 미비한 것으로 판단되나 대규모 DB의 

정확도와 일반화 향상에는 BR알고리즘이 적합할 것으

로 판단된다.

5. 고 찰

본 연구에서는 정확도가 더 높게 나타난 BR 알고리

즘을 기반으로 정확한 검증을 위해 학습에 사용되지 않

은 새로운 지역의 정적 지반 물성치와 동적 지반 물성치
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를 이용하여 정확도를 검증하였다. Fig. 7은 새로운 지

역에서의 정적 지반 물성치 32개를 기반으로 구축된 인

공신경망에 입력 값으로 사용하여 예측된 동적 물성치

와 동적 물성치 원 데이터와 비교한 그래프이다. Fig. 

7(a)는 압축파 결과 비교 그래프로서 x축은 원데이터 y

축은 인공신경망을 통한 예측된 결과이며 결정계수가 

0.999로 나타났다. Fig. 7(b)는 전단파 결과 비교 그래프

로서 결정계수가 압축파와 동일하게 0.999로 나타났다. 

해당 결과는 BR 알고리즘의 정확도 신뢰성을 보여주며 

새로운 데이터에 대한 예측 일반화 가능성을 보여준다.

6. 결 론

본 연구에서는 인공신경망을 활용하여 정적 지반 물

성치 데이터로 동적 지반 물성치를 예측하였으며 인공

신경망 예측 결과 신뢰성에 대해 보여주며 최적화 기법 

종류에 따른 인공신경망 성능과 정확도 향상을 검증하

였다. 최종적인 연구 결과에 대한 핵심 결론은 다음과 

같다.

(1) 본 연구에서는 지반 물성치 데이터에 적합한 인공

신경망의 구성과 하이퍼파라미터를 제시하였다. 또

한, 학습 구동 속도면에서는 효율적인 구동을 위한 

은닉층과 노드의 하이퍼파라미터를 적용하여 신뢰

성을 검증하였다. 

(2) 최적화 기법 중 일반적으로 사용되는 Levenberg- 

marquardt(LM) 알고리즘과 효율적인 구동 방식을 가

지는 Bayesian regularization(BR) 알고리즘 예측 결

과를 통해 BR 알고리즘의 향상된 효율적인 성능과 

정확도를 확인하였다.

(3) 지반 물성치 예측에 적합한 인공신경망 설계를 구

축하고 신뢰성 검증을 위해 학습에 사용되지 않은 

새로운 데이터를 입력 값으로 일반화 성능을 확인

하였다. 그 결과 높은 정확도를 보이는 결과를 도출

하여 구축된 인공신경망의 신뢰성 검증을 최종적으

로 확인하였다.
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